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Abstract: This article presents a comparative study on the tuning of Fractional order 
PID (FOPID) controller using Genetic Algorithms (GA) and Particle Swam Algorithm 
(PSO). The objective it to optimize all the five parameters i.e. proportional gain ( ), 
integral gain ( ) derivative gain ( ), integral order (λ) and derivative order (μ) for 
various linear systems including 2 , 4 and 6  order dynamics with some time delay. 
Performance evaluation is based on time-domain criteria such as rise time,settling 
time,overshoot, steady state error and integral error indices. Simulation results show 
that Particle Swarm Optimization converges faster and provides superior performance 
for higher order and delayed systems, while Genetic Algorithm performs reliably for 
low order systems but exhibits limitations as system complxity increases. The aricle 
highlights the strengths and weaknesses for both algorithms and discusses practical 
consideration for FOPID tunning. 

Keywords: FOPID Controller, Fractional Order Control, Metaheuristic, Genetic 
Algorithm, Particle Swarm Optimization, Time Delay Systems, Controller Optimization 

1 Introduction

Fractional Order PID controllers provide (FOPID or )  provides an alternative to PID controller by 
introducing two additional tuning parameters i.e. λ and μ which enhance control flexibility and robustness 
[1]. In modern control systems where high performance and stability margins are critical, these fractional 
orders offer improved tuning precision. 

Metaheuristic optmization methods such as Genetic Algorithm (GA) and Particle Swarm Optimization 
(PSO) have been widely used to automatically tune controller parameters [2] [3]. This article investigates 
the application of GA and PSO in tuning all the five parameters of FOPID controllers with a focus on 
comparing their performance across different dynamic systems 

   3
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2 Background and Literature Review 

Background PID controllers are widely used in industrial process control due to their simplicity and ease 
of implementation. However, they often struggle with complex dynamic systems involving nonlinearity, 
time delay or higher-order dynamics. To address these limitations, Fractional Order PID (FOPID) 
controllers have been proposed, which extend conventional PID by incorporating two additional parameters 
the inegral order λ  and derivative order . This generalisation allows finer tuning and improved robustness 
by shaping system responses more flexibly in both time and frequency domain [1]. 

FOPID controllersaregoverned by the transfer function: ( ) =  + +  (1) 

Where , and  represent the proportional, integral and derivative gains and λ and μ are the non-integer 
orders of integration and differentiation. The fractional orders give more freedom in shaping the system’s 
response both in the time and frequency domains [1].Despite their advantages, FOPID controllers are 
difficult to tune due to their five-dimensional parameter space. Analytical methods or classical tuning rules 
(such as Ziegler-Nichols) are often insufficient or inapplicable. As a result, researchers have adopted 
metaheuristic optimisation techniques such as Genetic Algorithms (GA) and Particle Swarm Optimization 
(PSO) for automatic parameter tuning. 

Previous studies have shown that both GA and PSO can effectively tune FOPID parameters. For Instance, 
Valerio and da Costa [2] explored heuristic rules and optimisation methods to tune fractional controllers, 
and Monje et al. [1] provided a systematic framework for FOPID implementation in control applications. 
Chen et al.[5] emphasized the need for inelligent optimization in fractional control due to lack of universal 
analytical methods. 

In this study, these findings are extended by conducting a detailed comparative analysis of GA and PSO on 
tuning FOPID controllers across systems of varying complexity. The evaluation focuses on time domain 
performance metrics such as rise time, overshoot, settling behaviour, steady state error and integral error 
indices, providing a comprehensive assessment of controller performance. Methodology. 

Figure 1 Mathematical structure FOPID controller Figure 1. Structure of a fractional-order PID ( ) controller. Adapted from Podlubny,
1999. Image accessed via ResearchGate. 
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2.1 Genetic Algorithm 

This is an evolutionary optimization technique inspired by the principles of natural selection and genetics. 
It operates on a population of candidate solutions and iteratively improves them through selection, crossover 
and mutation operators. GA is particularly effective for solving complex, non-linear and multi-modal 
optimisation problems, where gradient-based methods fail or become trapped in local minima [2]. Due to 
its population- based search and stochastic nature, GA is well suited for tuning all five parameters of the 
FOPID controller simultaneously. 

2.2 Particle Swarm Optimization (PSO) 

This is a population-based stochastic optimisation method inspired by the social behaviour of bird flocking 
and fish schooling. In PSO, each particle represents a potential solution and updates its position in the search 
space by combining its own best experience with the global best experince of the swarm. PSO is known for 
its fast convergence and simple implementation, making it attractive for continous parameter optimization 
problems such as controller tuning [3]. 
In this article, both GA and PSO are applied to tune the five parameters of the FOPID controller: 

Proportional gain 
Integral gain 
Derivative gain 
Fractional Inegral Order λ
Fractional Derivative Order 

The tuning objective is formulated as a minimisation problem, where a performance-based cost function 
combines key time-domain indices including integral of Absolute Error (IAE), overshoot, rise time, settling 
time and steady state error. This formulation allows a fair and quantitative comparison between GA and 
PSO tuned controllers [4]. 

2.3 Test Systems and Their Transfer Functions 

To evaluate the performance of GA and PSO under increasing levels of complexity, a set of plant models 
with different dynamic characteristics was selected. 

(i) Second-Order System

          ( ) = ( .  )( )  (2) 

This system represents a simple stable plant and serves as a baseline case for evaluating tuning accuracy 
and covergence behaviour of the algorithms. 

(ii) Second-Order System with Time Delay

        ( ) = .( .  )( )  (3)   

The inclusion of time delay introduces phase lag and tests the ability of GA and PSO to maintain stability 
and robustness in delayed systems. 
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(iii) Fourth-Order Oscillatory System

      ( ) =   (4) 

This system exhibits oscillatory behaviour and higher order dynamics providing a more challenging tuning 
scenario where the benefits of fractional orders λ and   become more pronounced. 

(iv) Fourth-Order System with Time Delay

 ( ) = .
  (5) 

This model combines high order dynamics with time delay, significantly increasing tuning difficulty and 
allowing deeper evaluation of algorithm robustness. 

(v) Sixth-Order Oscillatory System

( ) = (6) 

The sixth-order system represents a highly complex and oscillatory plant, used to access the limitations of 
GA and PSO when applied to high-order dynamics without model reduction. 

These systems were selected to systematically investigate how GA and PSO scale with increasing system 
complexity, oscillatory behaviour, and with time delay effects, which are common challenges in practical 
control applications [1],[4]. 
The primary steps include: 

Defining the plant model (2 , 4 , 6  order)

Implementing GA and PSO algorithm for parameter tuning

Designing a performance-based cost function using IAE, overshoot, settling time and steady-state
error
Extracting and comparing performance metrics

2.4 Algorithm Parameters 

Genetic Algorithm (GA) parameters 
Population: 50
Crossover: scattered (probability= 0.8)
Mutation: Gaussian (probability= 0.2)
Selection: Stochastic Uniform
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Paricle Swarm Optimization (PSO) Parameters 
Number of particles: 30
Inertia weight: 0.7 ( with damping)
Cognitive coefficient : 1.5
Social coeeficient : 1.5

3 Simulation Results and Analysis 

The performance of GA and PSO is assessed using time domain metrics such as rise time, settling 
time,overshoot, steady state error and integral of absolute error (IAE) as well as frequency domain metrics 
like phase margin and gain margin. The goal is to observe both optimization techniques behave under 
varying plant complexities and delays. 

4.     Order System
Both GA and PSO achieved excellent performance for the second order system. The GA tuned controller 
produced a smooth response with zero overshoot and good steady-state accuracy. PSO achieved a slightly 
faster rise time and lower integral error, reflecting faster convergence. For simple low-order dynamics, both 
algorithms are effective, with PSO showing a minor advantage in speed. 

Figure 2 Step Response for 2  Order System-GA
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 Figure 3 Step Response for 2nd Order System-PSO 

4.2   2nd Order System with Time Delay 
When time delay was introduced, GA maintained stable performance with moderate overshoot and 
acceptable steady-accuracy. PSO showed increased sensitivity to the delay to the delay, resulting  in higher 
steady state error and increased integral error. Although PSO converged quickly, its long term accuracy 
degraded compared to GA in this case. 

 Figure 4 Step Response for 2nd Order with Time Delay-GA 
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4.3  4th Order Oscillatory System 
For the Fourth-Order oscillatory without delay, PSO outperformed GA, the PSO-tuned controller achieved 
faster rise time, better damping, and lower steady-state error. GA produced a slower response with more 
persistent oscillations and longer settling time. Convergence plots indicated more efficient optimization by 
PSO for this system. 

    Figure 5 Step Response for 2nd Order with Time Delay-PSO 

Figure 6 Step Response of 4th Order Oscillatory System-GA 
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4.4   Order System with Time Delay 
The presence of both high order and time delay incresed tuning difficulty. PSO maintained acceptable 
stability and achieved a better compromise between overshoot and steady state  accuracy. GA produced a 
conservative controller with nrgligible overshoot but large steady-state error. Indicating insufficient integral 
action. Overall, PSO demonstrated superior robustness for delayed  order dynamics. 

Figure 7 Step Response of 4th Order Oscillatory System-PSO 

Figure 8 Step Response of 4th Order System with delay-GA 
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4.5   Order Oscillatory System 
For the 6  oscillatory system, PSO did better than GA. The PSO tunned controller achieved a bounded 
response with controlled overshoot and near zero steady state error. In contrast, the GA-tuned controller 
failed to track the reference acculately and exhibited poor steady state behaviour. These results highlight 
PSO’s superior capability in hanling highly complex oscillatory systems. 

Figure 9 Step Response of 4th Order System with delay -PSO 

Figure 10 Step Response of 6th Order Oscillatory System-GA 
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5  Conclusion 

This study compared Genetic Algorithm and Particle Swarm Optimization for tuning Fractional Order PID 
controllers across systems of different orders and with time delay. The results show that both algorithms 
successfully optimize FOPID parameters and achieve stable closed loop control. Particle Swarm 
Optimization consistently provided faster convergence and superior performance for higher order and 
oscillatory system. Genetic Algorithms performed well for low order and delayed systems, where improved 
steady state accuracy was observed in some cases. As system complexity increased PSO demonstrated 
better scalability and robustness than GA. These findings confirm that optimization based tuning is well 
suited for FOPID controllers and that algorithm selection should depend on system dynamics and control 
objectives, future work will focus on hybrid optimization approaches and experimental validation. 
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ANALYSIS OF ONLINE AND OFFLINE SPEECH
RECOGNITION APPROACHES FOR REAL-TIME SYSTEMS

Maksym Hrytsenko 1

1 Czech Technical University in Prague, Faculty of Mechanical Engineering, Prague, Czech Republic

Abstract: Speech recognition has become an important component of modern real-time human–

computer interaction systems. This paper presents an experimental comparison of online and

offline speech recognition approaches using multiple speech recognition systems representing different

technological solutions. The evaluation focuses on recognition accuracy, processing latency, and

robustness against different English accents. The experiments were performed using prepared voice

command datasets and speakers with different language backgrounds. The obtained results demonstrate

the trade-offs between cloud-based and local speech recognition systems and highlight their suitability

for different real-time application scenarios.

Keywords: speech recognition, online systems, offline systems, latency, real-time recognition

1 Introduction

Speech recognition is currently used in many modern human–computer interaction systems, including voice

assistants, accessibility tools, and real-time control applications. Recent progress in machine learning and neural

networks has significantly improved the quality and usability of speech recognition systems. At the same time,

both online and offline approaches remain widely used because they offer different advantages depending on the

target application.

When developing systems intended for real-time interaction, selecting a suitable speech recognition method is

an important task. Individual solutions differ in recognition accuracy, processing speed, hardware requirements,

and dependency on internet connectivity. These differences become especially important in applications where

low latency and stable response are required.

This work focuses on the experimental comparison of selected online and offline speech recognition systems.

The paper describes the testing methodology, evaluation criteria, and experimental results obtained during testing

with speakers using different English accents. The goal of the analysis is to compare the behavior of individual

approaches in real-time scenarios and evaluate their suitability for practical real-time applications.

2 Speech Recognition Approaches

Automatic speech recognition systems can generally be divided into online and offline approaches depending

on the method used for audio processing and computation. These approaches differ in latency, computational

requirements, accuracy, and dependency on network connectivity [1, 2].

Modern speech recognition systems are commonly based on deep learning methods and neural architectures

such as recurrent neural networks and transformer models [3, 4]. The choice of a specific approach depends

primarily on the requirements of the target application, especially responsiveness, reliability, and computational

constraints.

2.1 Online Speech Recognition

Online speech recognition systems process audio data using remote server infrastructure. In this approach, the

recorded audio is transmitted through a network connection to cloud-based services where the speech signal is

analyzed using large machine learning models [1]. 14
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The main advantage of online systems is their typically higher recognition accuracy. Since cloud platforms can

utilize significantly more computational resources, they are capable of running larger and more complex neural

models than local systems. Online services also benefit from continuous updates and improvements performed by

service providers.

However, this approach introduces several limitations. The processing pipeline depends on stable internet

connectivity and requires audio transmission to external servers, which may increase latency and raise privacy

concerns. In real-time applications, additional network delay can negatively affect user interaction and overall

system responsiveness.

Typical examples of online speech recognition systems include Google Speech Recognition and cloud-based

Whisper API services[5, 6].

2.2 Offline Speech Recognition

Offline speech recognition systems perform all computations locally on the user device without requiring

internet connectivity. Audio processing, feature extraction, and transcription generation are executed directly on

local hardware [2].

The main advantage of offline systems is their independence from network infrastructure. This improves system

autonomy and privacy because no audio data is transmitted externally. Offline approaches are therefore suitable

for applications operating in environments with unstable internet access or increased privacy requirements.

Another important property of offline systems is the possibility of real-time streaming recognition. Audio

data can be processed continuously during speech input, allowing the system to generate transcription results with

minimal delay [5].

The main limitation of offline systems lies in hardware constraints. Local devices usually cannot provide

computational resources comparable to cloud infrastructure, which may reduce recognition accuracy or require

smaller optimized models. In addition, large neural models may significantly increase CPU and memory usage.

Examples of offline approaches include Vosk and locally executed Whisper models.

2.3 Selected Technologies

Several speech recognition systems were selected for experimental evaluation in order to represent different

technological approaches and practical use cases.

Vosk was selected as a lightweight offline solution optimized for real-time speech recognition and streaming

audio processing [7]. The system can operate on devices with limited computational resources and does not

require internet connectivity. Due to its low latency and offline operation, Vosk represents a suitable approach for

interactive real-time systems.

Whisper was selected as a modern deep learning based speech recognition model developed by OpenAI [6].

Unlike traditional systems, Whisper uses transformer architecture and end-to-end neural processing. The model

is capable of achieving high recognition accuracy, especially for more complex speech patterns and noisy audio

conditions.

Google Speech Recognition was selected as a representative of commercial cloud-based speech recognition

services [5]. The system utilizes remote server infrastructure and large-scale machine learning models to provide

highly accurate transcription results.

The selected technologies therefore represent three significantly different approaches to speech recognition:

lightweight offline streaming recognition, modern large neural models, and commercial cloud-based services. This

selection enables meaningful comparison of their properties in real-time speech recognition scenarios.

3 Experimental Methodology

This section describes the implementation of the testing environment, the experimental methodology, and the

evaluation criteria used for the comparison of speech recognition systems.

3.1 Implementation

The testing environment was implemented in the Python programming language due to its extensive ecosystem

of speech processing libraries and tools. The implementation included modules for audio capturing, preprocessing

of recorded audio, communication with speech recognition libraries, and collection of transcription results.

The testing pipeline was designed to provide identical conditions for all evaluated systems. Audio input

was captured using the same hardware configuration and processed through individual speech recognition

15
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implementations. The obtained transcriptions were then stored and compared with the expected phrases for

further evaluation.

Several speech recognition libraries and APIs representing different approaches were integrated into the testing

environment. The implementation included both online and offline systems in order to compare their behavior

under the same experimental conditions.

Modern speech recognition systems are commonly based on neural or hybrid architectures combining statistical

methods with deep learning approaches [2, 3, 4]. Real-time speech recognition systems process audio continuously

during speech input, while batch approaches process the complete audio recording after the recording has finished

[1].

3.2 Testing Methodology

To ensure objective comparison between individual speech recognition systems, a predefined testing dataset

consisting of voice commands and common English phrases was prepared. The selected phrases represented

commands of different lengths and complexity levels, ranging from short control commands to longer natural

language sentences.

The testing dataset included the following phrases:

• open browser

• close window

• scroll down

• play music

• open file

• open the browser and search for information

• close the window after finishing the task

• scroll down to the bottom of the page

• artificial intelligence system for voice control

The selected phrases were intentionally designed to include both short and long expressions. Short commands

were used to evaluate recognition speed and responsiveness in real-time interaction scenarios, while longer phrases

were intended to test transcription stability and sentence-level recognition accuracy.

The experiments were performed on a system equipped with an AMD Ryzen 5 4600H processor, 16 GB

RAM, and an NVIDIA GeForce GTX 1650 graphics card. Voice recordings were captured using an iPhone

microphone. The testing process was conducted in a controlled environment using identical hardware configuration

and microphone settings for all evaluated systems. Each phrase was repeated multiple times for every tested speech

recognition approach.

Particular attention was given to accent variability and pronunciation differences. The experiments involved

three speakers with different language backgrounds:

• a Ukrainian speaker communicating in English,

• a Czech speaker communicating in English,

• a native English speaker from Ireland.

The inclusion of multiple accents was intended to simulate more realistic usage conditions and evaluate the

robustness of individual systems against pronunciation variability.

16
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3.3 Evaluation Criteria

The evaluated systems were compared using multiple criteria relevant for real-time speech recognition

applications. The evaluation methodology focused primarily on recognition accuracy and processing speed.

Recognition accuracy was defined as a discrete value according to the following conditions:

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =

⎧⎪⎪⎪⎨
⎪⎪⎪⎩

1.0, if the phrase was recognized correctly

0.5, if the phrase was recognized partially correctly

0.0, if the phrase was recognized incorrectly

This approach allowed simplified comparison between systems while still reflecting partially successful

transcriptions.

Processing speed was normalized according to the measured response latency using the following equation:

𝑆𝑝𝑒𝑒𝑑 =

1

1+ 𝑡

where 𝑡 represents the speech processing time (latency) measured in seconds. This normalization maps the

resulting value into the interval (0,1), where lower latency corresponds to a higher score coefficient.

To obtain a final evaluation value for each tested phrase, a weighted scoring method combining recognition

accuracy and processing speed was introduced:

𝑆𝑐𝑜𝑟𝑒 = 0.7 · 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦+0.3 · 𝑆𝑝𝑒𝑒𝑑

The weighted evaluation prioritized recognition correctness while still considering system responsiveness,

which is essential for real-time applications [5, 1].

4 Results

This section presents the results obtained during experimental evaluation of the selected speech recognition

systems. The analysis focused primarily on recognition accuracy, response latency, and the influence of speaker

accent on the final performance.

Table 1 shows an example of detailed testing results obtained using the Vosk speech recognition system for

the Ukrainian speaker communicating in English. The table includes the original spoken phrase, recognized

transcription, processing latency, and the final weighted score calculated according to the evaluation methodology

described in the previous section.

Tab. 1: Detailed testing results for Vosk (Ukrainian speaker)

No. Spoken Phrase Recognized Text Time (s) Score

1 open browser browser 0.91 0.51

2 close window gold swindle 0.91 0.16

3 scroll down scroll down 0.97 0.85

4 play music play music 0.88 0.86

5 open file open file 1.48 0.82

6 open the browser and

search for information

open the browser and of the for

information

2.45 0.44

7 close the window after

finishing the task

cause the window after finishing

a did ask

2.99 0.08

8 scroll down to the bottom

of the page

scroll down to the bottom of the

beach

2.48 0.44

9 artificial intelligence sys-

tem for voice control

artificial intelligence system for

voice control

3.42 0.77

The detailed results demonstrate that short commands were generally recognized with higher accuracy and

lower latency compared to longer natural language phrases. More complex sentences frequently introduced

transcription errors or partially recognized outputs, especially for offline systems.

To provide a clearer comparison between evaluated approaches, average scores for all tested speakers were

calculated. The results are summarized in Table 2. 17



M. Hrytsenko Speech Recognition Analysis

Tab. 2: Average evaluation results for individual speakers

System Ukrainian Speaker Czech Speaker Irish Speaker

Vosk 0.55 0.53 0.47

Whisper 0.84 0.82 0.76

Google Speech Recognition 0.72 0.70 0.64

The obtained results indicate that online systems generally achieved higher recognition accuracy than offline

approaches. However, offline systems demonstrated more stable latency and independence from network

conditions.

The experiments also showed measurable influence of speaker accent on recognition performance. The Irish

speaker achieved slightly lower average scores compared to the Ukrainian and Czech speakers. This behavior is

likely related to accent variability and pronunciation patterns that are less represented in commonly used training

datasets.

5 Discussion

The experimental results revealed noticeable differences between online and offline speech recognition

approaches.

Online systems achieved higher recognition accuracy, especially for longer and more complex phrases. This

behavior is mainly related to the use of large cloud-based neural models trained on extensive speech datasets.

However, the experiments also showed that online approaches introduce additional latency caused by network

communication, which may negatively affect responsiveness in real-time applications.

Offline systems provided more stable response times and full independence from internet connectivity.

Lightweight solutions such as Vosk were capable of continuous real-time speech processing even on limited

hardware configurations. At the same time, offline systems showed lower robustness when processing longer

phrases or less common pronunciation patterns.

The experiments also demonstrated that speaker accent has a measurable influence on recognition quality.

While all evaluated systems handled moderate pronunciation differences relatively well, stronger regional accents

reduced transcription accuracy. This effect was most visible for the Irish speaker, whose pronunciation differs

more significantly from the speech patterns commonly represented in training datasets.

From a practical perspective, the results suggest that online systems are more suitable for applications

prioritizing transcription accuracy, while offline systems remain advantageous for privacy-sensitive or low-latency

real-time applications.

The experiments were performed on a relatively limited dataset and a small number of speakers. In addition, the

testing process was conducted in a controlled environment using identical hardware configuration and microphone

settings. Therefore, the obtained results should be interpreted primarily as a comparative experimental analysis

rather than a universal benchmark for all speech recognition scenarios.

6 Conclusion

This paper presented an experimental comparison of online and offline speech recognition approaches for

real-time applications.

Several speech recognition systems representing different technological approaches were evaluated using a

unified testing methodology. The analysis included recognition accuracy, processing latency, and robustness

against accent variability.

The obtained results showed that online systems achieved higher transcription accuracy, while offline

approaches provided lower dependency on external infrastructure and more predictable real-time behavior.

Future work may include evaluation on larger multilingual datasets and comparison under real-time noisy

environments.
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Abstract: Technical documentation for industrial machines often contains structured procedures,

section titles, numbered steps, warnings, configuration values, and alarm recovery instructions. This

paper presents a comparative evaluation of four Retrieval-Augmented Generation pipelines for question

answering over structured procedural documentation. The compared approaches are Flat Vector RAG,

Hierarchical RAG, Reranked RAG, and a local GraphRAG-style pipeline. All approaches use the same

documentation dataset and the same final answer generation prompt; the main difference is the retrieval

strategy used before generation. The evaluation uses ten realistic operator-style questions in English,

Czech, and mixed Czech-English. The questions include exact machine identifiers, machine aliases,

missing machine identifiers, alarm codes, exact-value requests, and multi-section procedural requests.

The results show that Hierarchical RAG achieved the strongest retrieval performance on this dataset,

with correct expected source retrieval for all ten questions. Flat Vector RAG and Reranked RAG

were faster but less robust for Czech wording and missing machine identifiers. The local GraphRAG-

style pipeline often retrieved related context, but its top-ranked source selection was weak for exact

procedural lookup. The result is interpreted as a limitation of the simplified local graph retrieval

implementation and of graph-neighborhood retrieval for narrow procedural questions, not as a general

evaluation of the Microsoft GraphRAG framework.

Keywords: Retrieval-Augmented Generation, technical documentation, procedural documentation,

vector search, reranking, hierarchical retrieval, graph-based retrieval

1 Introduction

Technical service and operating documentation is an important part of industrial machine operation. It usually

contains instructions for machine setup, normal operation, calibration, alarm recovery, maintenance, and final

inspection. In many cases this documentation is stored as PDF, Markdown, or other text-based files and is

organized into manuals, sections, and numbered procedures. Although such structure is suitable for human

reading, it can still be inefficient when an operator needs to quickly find one exact instruction during machine

operation.

Large Language Models (LLMs) can produce fluent natural language answers, but their direct use is not

sufficient for technical documentation. The model may answer from its internal knowledge instead of the real

machine manual. In technical applications this can lead to unsupported steps, incorrect values, or missing safety

instructions. For this reason, the answer must be grounded in the relevant source section of the documentation.

Retrieval-Augmented Generation (RAG) addresses this problem by combining a language model with an

external knowledge base. In a typical RAG system, documents are first divided into smaller text units, embedded

into vectors, stored in a retrieval index, and later retrieved according to the user question. The retrieved context is

then passed to the language model, which generates the final answer based on the selected source material [1, 2].

This makes RAG suitable for machine manuals and service instructions because the system can answer from a

selected document context instead of relying only on the model parameters.

The aim of this work is to design and evaluate several RAG pipelines on structured procedural documentation.

The evaluated approaches are Flat Vector RAG, Hierarchical RAG, Reranked RAG, and a local GraphRAG-style

pipeline. The comparison focuses on how the retrieval strategy influences the final generated answer when all
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approaches use the same source documents and the same answer generation step. The tested questions are designed

to be realistic and include exact machine identifiers, Czech wording, mixed language questions, machine names

written as words, and ambiguous procedural requests.

The main contribution of this work is a unified experimental comparison of RAG pipelines under the same

conditions. The report describes the repository architecture, data preparation process, selected approaches,

evaluation criteria, and observed retrieval behavior. Special attention is given to realistic operator questions, where

the machine identifier may be missing or expressed as a Czech or English alias. The results are then discussed with

respect to retrieval precision, answer grounding, language robustness, and the suitability of graph-based retrieval

for exact procedural lookup.

2 Background

2.1 Retrieval-Augmented Generation

Retrieval-Augmented Generation is a method that extends a generative language model with an external

retrieval component. Lewis et al. introduced RAG as a model that combines parametric memory in a pre-trained

sequence-to-sequence model with non-parametric memory represented by a dense vector index [1]. The retrieval

component selects relevant passages from an external corpus and the generator uses them as context for answer

generation.

In recent work, RAG is commonly divided into several families such as naive RAG, advanced RAG, and

modular RAG [2]. Naive RAG usually consists of document chunking, vector search, top-k retrieval, and answer

generation. Advanced and modular variants add components such as query rewriting, reranking, metadata filtering,

routing, graph-based retrieval, or multi-step retrieval. These extensions are important because simple top-k vector

retrieval may return incomplete or noisy context when the document collection contains many similar sections.

For technical documentation, the retrieval component is especially important. The system should not only

find text that is semantically related to the question, but should also select the correct machine, manual, and

section. The final answer should preserve exact procedure steps, alarm codes, values, component names, and

source references. This requirement makes structured procedural documentation a useful test case for comparing

different RAG architectures.

2.2 Dense Retrieval and Vector Search

Dense retrieval represents text as numerical vectors and compares them in a continuous embedding space. Dense

Passage Retrieval showed that open-domain question answering can be implemented using dense representations

learned by a dual-encoder framework and that dense retrieval can outperform traditional sparse retrieval in several

settings [3]. Sentence-BERT introduced sentence embeddings that can be compared using cosine similarity and

are suitable for semantic similarity search [4].

In this project, dense retrieval is used to represent each procedural section or chunk as an embedding vector.

A user question is embedded in the same vector space and compared with stored chunks. The most similar chunks

are retrieved and used as context for the final answer. For efficient similarity search, FAISS-like vector indexing is

suitable because it was designed for fast nearest-neighbor search over large vector collections [5].

The advantage of dense retrieval is its ability to match semantically similar text even when the question and

document do not use exactly the same words. This is useful for operator-style questions, where the user may

describe a symptom rather than a manual title. The limitation is that vector similarity alone may confuse sections

with similar vocabulary, especially in structured manuals where many sections contain words such as HMI, alarm,

reset, check, or recipe.

2.3 Reranking

Reranking is a common improvement over basic vector retrieval. The system first retrieves a larger set of

candidate chunks using a fast retriever and then applies a second model to rank these candidates more accurately.

Nogueira and Cho showed that a BERT-based model can be used for query-based passage reranking and can

improve passage ranking performance on benchmark datasets [6].

In a RAG pipeline, reranking is useful when the first retrieval stage returns several partially relevant chunks.

Instead of passing all candidates to the generator, the reranker selects the most relevant subset. This can reduce

context noise and improve answer grounding. However, reranking cannot recover a correct chunk if it was not

included in the candidate set retrieved by the first-stage retriever. Therefore, candidate size and first-stage retrieval

quality remain important. 21
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2.4 Hierarchical Retrieval

Hierarchical retrieval uses the natural structure of a document collection. Instead of searching all chunks

globally, the system first selects a higher-level unit such as machine, manual, chapter, or section, and only then

retrieves detailed text from this selected part. This approach is related to recent hierarchical retrieval methods such

as RAPTOR, where documents are recursively clustered and summarized into a tree structure that can be used

during retrieval [7].

For structured procedural documentation, hierarchy is already present in the data. Machine folders contain

manuals, manuals contain sections, and sections contain numbered procedure steps. This structure can be used

directly by a routing component. For example, the system may first identify the machine as 02-110, then select

the manual about label verification, and finally retrieve the section about resetting a barcode alarm. The advantage

is a reduced search space and better control over the selected source. The weakness is that a routing error at the

beginning can be fatal because the system may retrieve only from the wrong manual or section.

2.5 GraphRAG

GraphRAG extends RAG by building a graph representation of the document collection. Instead of treating

chunks as independent text blocks, the system extracts entities, relations, and higher-level communities. Edge et

al. proposed GraphRAG for query-focused summarization, where a graph is created from private text corpora and

community summaries are used to answer both local and global questions [8].

The motivation of GraphRAG is strongest when the question requires relationships between entities, information

distributed across many documents, or a higher-level summary of a corpus. In contrast, the present work evaluates

mostly local procedural questions, where the desired answer is usually contained in one exact section. This

distinction is important for interpretation of the results. The implemented method in this repository is a local

GraphRAG-style prototype: it builds an entity graph and community summaries, but it does not reproduce the

full Microsoft GraphRAG pipeline. Therefore, its results should be interpreted as the performance of this local

graph-based retrieval implementation, not as a general benchmark of the original GraphRAG system.

3 Compared RAG Pipelines

Four RAG pipelines are selected for comparison. All of them use the same documentation dataset and the

same final answer generator. The difference is the retrieval and context selection method.

3.1 Flat Vector RAG

Flat Vector RAG is used as the baseline approach. In this method, all sections or chunks from all manuals are

embedded and stored in one vector index. When a question is asked, the query is embedded and the top-k most

similar chunks are retrieved from the complete collection.

The pipeline can be summarized as follows:

Question → query embedding → global vector search → top-k chunks → answer generation.

This approach is simple and easy to implement. It is also a useful baseline because many practical RAG

systems start from this architecture. The main weakness is that all chunks compete globally. If two machines

contain similar procedures, the system may retrieve a section from the wrong machine. The answer generator may

also receive mixed context from different manuals.

3.2 Hierarchical RAG

Hierarchical RAG uses document structure during retrieval. The system first routes the question to a machine

and then to a manual section. After the section is selected, the corresponding chunk is passed to the answer

generator.

The pipeline can be summarized as follows:

Question → machine routing → manual/section routing → selected section → answer generation.

This method is suitable for structured procedural documentation because the documents are already organized

by machine, manual, and section. It is expected to perform well when the question contains a machine ID or a clear

machine alias. It may also handle Czech aliases such as stodesítka or sto dvanáctka if these aliases are included in

the metadata catalog. The main weakness is dependence on the router. If the selected section is wrong, the system

has limited ability to recover. 22
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3.3 Reranked RAG

Reranked RAG adds a reranking stage after the first vector retrieval. The first-stage retriever returns a larger

candidate set, for example top-n chunks. Then a reranker scores each query–chunk pair and selects the final top-k

chunks for answer generation.

The pipeline can be summarized as follows:

Question → vector candidate retrieval → reranking → final top-k chunks → answer generation.

This method is expected to improve over Flat Vector RAG when the vector index retrieves several similar

chunks. It can reduce irrelevant context and help the generator focus on the most relevant procedure. Its limitation

is that the correct chunk must already be present in the candidate set. If the first-stage vector retrieval misses the

correct section, the reranker cannot select it.

3.4 Local GraphRAG-style RAG

The implemented graph-based method builds an additional graph index from the documentation. During

indexing, entities and relations are extracted from chunks. The graph connects machines, manuals, sections,

technical components, alarm codes, recipe names, and other extracted entities. Community-level information is

also summarized and stored for retrieval.

The pipeline can be summarized as follows:

Chunks → entity and relation extraction → graph construction → community summaries → graph retrieval →

answer generation.

During question answering, the system matches query terms to graph nodes, expands the graph neighborhood,

ranks the related chunks, adds community summaries, and passes the resulting context to the same answer

generator. This design is useful for examining whether graph neighborhoods can support procedural question

answering. However, it is a simplified local GraphRAG-style implementation. It relies on rule-based query entity

extraction and token-overlap ranking at query time. It therefore should not be presented as a complete reproduction

of the Microsoft GraphRAG framework. This methodological limitation is considered explicitly in the discussion.

4 Documentation Dataset

4.1 Dataset Structure

The experimental dataset is organized as structured procedural documentation. The root folder contains

machine folders. Each machine folder contains several Markdown instruction manuals. Each manual begins with

metadata and then contains numbered sections with step-by-step instructions.

The current dataset contains two machine groups:

• 02-110: Carton Packaging Cell CP-110,

• 02-112: Shrink Wrap Packaging Cell SW-112.

Each machine contains several instruction manuals. For example, machine 02-110 contains manuals related to

carton packaging, label printer setup, carton erector calibration, tape sealer changeover, and PLC/HMI alarm reset.

Machine 02-112 contains manuals related to tray packaging, film unwinder changeover, shrink tunnel temperature

setup, vision inspection, and PLC alarm recovery.

Each manual contains three sections. A section usually corresponds to one complete procedure, such as a

setup procedure, alarm recovery procedure, calibration procedure, or final check. Since the sections are short and

procedural, the default chunking strategy creates one chunk per section. This preserves the complete procedure

and avoids splitting warnings or expected results away from the related steps.

4.2 Metadata

Metadata is used to preserve the document hierarchy and support routing. Each chunk contains at least the

following fields:

• machine_id, 23
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• machine_name,

• instruction_id,

• instruction_title,

• section_title,

• chunk_id,

• source_path,

• steps_count.

For Hierarchical RAG, machine aliases are also important. The aliases allow the system to map operator

wording to the correct machine. Examples include stodesítka, sto desítka, and one hundred ten for machine

02-110, and sto dvanáctka or one hundred twelve for machine 02-112.

5 System Architecture

5.1 Common Processing Pipeline

All approaches use the same initial processing pipeline. First, Markdown files are loaded from the

documentation folder. The YAML-like metadata is parsed and the document body is extracted. Then the

document is split into sections. Each section is converted into one chunk with hierarchical metadata. The chunks

are saved as JSON and embedded using a local embedding model. The embeddings are stored in a FAISS index.

The common processing pipeline is:

Documentation → loading → section parsing → chunking → embedding → vector index.

The advantage of this design is that the four compared methods use the same input data. Therefore, differences

in results can be attributed mainly to the retrieval strategy and not to different preprocessing.

5.2 Local and Configurable Language Model Interface

The repository is designed to support a local language model interface. This follows the requirement that

technical documentation may contain internal information and should not necessarily be sent to external services.

A local model can be executed through an Ollama-compatible interface. For practical testing, the same interface

can also be configured to use an OpenAI-compatible provider when local inference is unavailable.

The final answer generator uses the same prompt for all approaches. The prompt instructs the model to answer

only from the provided context and to avoid inventing steps, values, alarms, or component names. This is important

for fair comparison because the generation stage should not be different between retrieval methods.

5.3 Repository Modules

The repository is divided into modules according to responsibility:

• cli: command-line scripts for building indexes and running individual approaches,

• config: project paths, model settings, and prompt templates,

• data: structured procedural documentation and test questions,

• src/ingestion: Markdown loading, section parsing, chunk creation, and metadata catalogs,

• src/embeddings: local embedding model wrapper,

• src/vector_store: FAISS index and chunk storage,

• src/rag: implementations of the four RAG approaches,

• src/router: machine, manual, and section routing,

• src/graphrag: graph extraction, graph construction, community processing, and graph retrieval,
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• src/reranker: reranker model wrapper,

• src/evaluation: result logging and manual evaluation helpers.

Each method is tested separately from the command line. This makes debugging easier and prevents one long

test run from hiding method-specific problems. The produced outputs are saved as JSON files and later used for

manual analysis.

6 Experimental Methodology

6.1 Testing Strategy

The experiment evaluates the four RAG approaches on the same set of ten questions. The methods are not

executed as one combined automatic comparison. Instead, each method is called separately with one question

at a time. This allows inspection of terminal output, retrieved sources, routing traces, graph context, and final

generated answers.

The typical testing command sequence for one question is:

• run Flat Vector RAG,

• run Hierarchical RAG,

• run Reranked RAG,

• run the local GraphRAG-style pipeline.

Each run stores the final answer, retrieved sources, method name, question, and available metadata. The saved

outputs are then compared manually according to the criteria below.

6.2 Evaluation Questions

The question set is designed to be realistic and not too easy. It includes English, Czech, and mixed Czech-

English questions. Some questions contain exact machine identifiers, while others use aliases or do not mention

the machine directly. This is important because real operators often do not ask questions in the same wording as

the manual.

Table 1 shows the evaluation questions and expected sources.

Tab. 1: Evaluation questions

ID Question Expected source

Q01 How do I reset the label verification alarm on machine

02-110?

02-110, INS-02-110-05, Section 2 – Resetting Label

Verification Alarm

Q02 Na stodesítce nejde přečíst čárový kód na štítku. Co

mám udělat?

02-110, INS-02-110-05, Section 2 – Resetting Label

Verification Alarm

Q03 On one hundred ten, the tape is stuck in the sealer.

How do I recover it?

02-110, INS-02-110-04, Section 3 – Tape Jam

Recovery

Q04 Co mám zkontrolovat před potvrzením hotového

kartonu?

02-110, INS-02-110-01, Section 3 – Final Check After

Carton Packaging

Q05 How do I calibrate the vacuum arm for the carton

erector on 02-110?

02-110, INS-02-110-03, Section 1 – Calibration for

Type A Carton

Q06 Fólie se přetrhla na sto dvanáctce, jak obnovit provoz? 02-112, INS-02-112-05, Section 1 – Film Break Alarm

Recovery

Q07 The shrink tunnel is too hot and shows SHT-09. What

is the safe restart procedure?

02-112, INS-02-112-05, Section 2 – Shrink Tunnel

Overtemperature Alarm

Q08 Jak nastavit fólii pro deep tray na 02-112? Potřebuju

šířku, tah a čas čelisti.

02-112, INS-02-112-02, Section 2 – Film Setup for

Type D Deep Tray

Q09 How do I check that the camera rejects packages with

missing label or damaged film?

02-112, INS-02-112-04, Section 3 – Reject Verification

Test

Q10 Na shrink lince chci připravit deep tray a potom

zkontrolovat balení po smrštění. Jaké jsou hlavní

kroky?

02-112, INS-02-112-01, Sections 2 and 3
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The questions are divided into several difficulty categories. Q01 and Q06 are direct procedural questions. Q02,

Q03, and Q06 test machine aliases and language variation. Q04 and Q09 do not directly mention the machine and

therefore test whether the system can infer the correct context from the procedure. Q07 and Q08 require exact

alarm or value handling. Q05 and Q10 are more difficult because they can require more than one relevant section.

6.3 Evaluation Criteria

The evaluation will be performed using five criteria. Each criterion is scored from 0 to 2 points.

Tab. 2: Evaluation criteria

Criterion Description Score

Source retrieval Whether the expected section or

acceptable alternative section was

retrieved

0–2

Answer correctness Whether the generated answer fol-

lows the source procedure correctly

0–2

Completeness Whether important steps, values,

and warnings are included

0–2

Grounding Whether the answer is supported by

the retrieved context

0–2

Hallucination control Whether the answer avoids unsup-

ported steps, values, or components

0–2

The maximum score for one question is therefore 10 points. Since ten questions are used, the maximum score

for one approach is 100 points. The final score is calculated as:

𝑆𝑐𝑜𝑟𝑒𝑚𝑒𝑡ℎ𝑜𝑑 =

10∑
𝑞=1

(
𝑆𝑟𝑒𝑡𝑟𝑖𝑒𝑣𝑎𝑙 + 𝑆𝑐𝑜𝑟𝑟𝑒𝑐𝑡𝑛𝑒𝑠𝑠 + 𝑆𝑐𝑜𝑚𝑝𝑙𝑒𝑡𝑒 + 𝑆𝑔𝑟𝑜𝑢𝑛𝑑𝑖𝑛𝑔 + 𝑆ℎ𝑎𝑙𝑙𝑢𝑐𝑖𝑛𝑎𝑡𝑖𝑜𝑛

)

where each partial score is assigned manually after inspecting the answer and retrieved sources.

6.4 Expected Weaknesses of the Approaches

Before running the experiment, the expected weaknesses of the methods can be identified from their architecture.

Flat Vector RAG is expected to be simple and robust for direct questions, but it may retrieve chunks from the

wrong machine when the machine is not specified. It may also mix context from multiple similar procedures.

Hierarchical RAG is expected to work well when the machine and section can be routed correctly. Its main

weakness is that a routing error is difficult to recover from. Ambiguous questions may require clarification rather

than direct answer generation.

Reranked RAG is expected to reduce irrelevant context compared with Flat Vector RAG. Its main limitation is

dependence on the candidate set from the first retrieval stage. If the correct chunk is not retrieved as a candidate,

the reranker cannot select it.

The local GraphRAG-style pipeline is expected to help with entity-based and broader questions. However,

it has higher indexing cost and may lose exact procedural detail when community summaries or broad graph

neighborhoods are used instead of exact sections. Since the query-time implementation uses rule-based entity

matching and simple graph-neighborhood ranking, it is expected to be weaker for Czech aliases and precise

step-by-step questions than methods that explicitly route through the document hierarchy.

7 Results

The experiment was executed on the ten evaluation questions from Table 1. Each question was submitted to

all four approaches. The runtime reported in this section includes the complete query-time method call, including

retrieval, routing or reranking when used, and final answer generation. It does not include offline vector index

construction or offline graph construction.

Table 3 summarizes the retrieval behavior. Top-1 accuracy means that the first returned source was the

expected section or an accepted alternative. Recall means that the expected section appeared anywhere in the
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returned context. The column “insufficient answers” counts cases where the generated answer explicitly stated that

the provided documentation did not contain enough information.

Tab. 3: Overall retrieval and answer behavior

Method Top-1 correct source Correct source anywhere Insufficient answers Average runt.[s]
Flat Vector RAG 6/10 7/10 2/10 14.67

Hierarchical RAG 10/10 10/10 2/10 31.47

Reranked RAG 5/10 7/10 2/10 14.30

Local GraphRAG-style

RAG

1/10 7/10 3/10 14.90

The strongest retrieval result was obtained by Hierarchical RAG. It selected the expected source or an accepted

alternative for all ten questions. This is mainly because the method first routes the question to a machine and then

to a manual section, instead of searching all chunks globally. For example, in Q02 the question does not contain the

literal identifier 02-110; it uses the Czech alias stodesítce. The hierarchical router mapped this alias to machine

02-110 and then selected the label verification alarm section. In Q04, the question also does not contain a machine

identifier, but the term karton indicates the carton packaging cell. The router therefore selected machine 02-110

and the section Final Check After Carton Packaging.

Flat Vector RAG performed well on direct English questions and on questions with strong technical keywords.

It returned the correct top source for Q01, Q03, Q05, Q07, Q09, and Q10. However, it failed on Czech and

ambiguous questions. In Q02 it retrieved vision inspection sections from machine 02-112 instead of the label

verification alarm section from 02-110. In Q04 it selected a shrink wrapping final check from machine 02-112,

which is semantically similar to the phrase “final check”, but belongs to the wrong machine and procedure.

Reranked RAG improved the ranking for some direct questions, but it did not solve the main weakness of the

first-stage vector retrieval. It achieved correct top-1 retrieval for five questions and included the correct source

somewhere in the context for seven questions. The results show the expected limitation of reranking: if the correct

section is missing from the candidate set or is weakly represented because of language mismatch, the reranker

cannot reliably recover it.

The local GraphRAG-style pipeline showed the weakest top-1 precision. It selected the correct top source

only for Q09. However, the correct source was present somewhere in the retrieved context for seven questions.

This means that the graph index often found related context, but the query-time ranking did not place the exact

procedural section first. For example, in Q01 the correct label verification section was retrieved, but a more

general PLC/HMI restart section was ranked above it. In Q07 the correct shrink tunnel overtemperature section

appeared in the returned context, but the top source was a packaging section. These results suggest a ranking and

context-selection problem rather than a complete absence of useful graph structure.

Tab. 4: Top-1 retrieval correctness by question

Question Flat Vector RAG Hierarchical RAG Reranked RAG Local GraphRAG-style RAG

Q01 correct correct correct incorrect

Q02 incorrect correct incorrect incorrect

Q03 correct correct correct incorrect

Q04 incorrect correct incorrect incorrect

Q05 correct correct correct incorrect

Q06 incorrect correct incorrect incorrect

Q07 correct correct correct incorrect

Q08 incorrect correct incorrect incorrect

Q09 correct correct correct correct

Q10 correct correct incorrect incorrect

8 Discussion

The results confirm that the best RAG architecture depends on the structure of the documentation and on the

type of user question. The documentation used in this work is highly structured: it contains machines, manuals,

sections, and short procedural chunks. For this type of corpus, explicitly using the hierarchy is more effective than
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relying only on global semantic similarity. Hierarchical RAG was therefore the most reliable retrieval method in

the experiment.

The success of Hierarchical RAG on Q02 and Q04 is especially important. In both cases the machine identifier

is not written as a number. In Q02 the Czech expression stodesítce is interpreted as an alias for machine 02-110.

In Q04 the machine is inferred from the procedure domain: hotový karton indicates the carton packaging cell. This

behavior is not possible with pure vector search unless the embedding model and the indexed text represent the alias

or domain context very clearly. The result shows the value of a separate routing step for industrial documentation.

At the same time, Hierarchical RAG was not perfect as a complete question-answering system. In Q06

it retrieved the correct source, but the final answer still stated that the documentation did not contain enough

information. In Q10 the selected source was an accepted alternative, but the question asked for both preparation

of a deep tray and final checking after shrink wrapping. A single selected section was therefore not sufficient for

a complete answer. These cases show that correct retrieval does not automatically guarantee correct generation.

They also show that hierarchical retrieval should support multi-section routing when the question contains several

procedural intents.

Flat Vector RAG and Reranked RAG have the advantage of simpler implementation and lower query-time

latency. They are useful baselines and work well for exact English questions with strong keywords, such as alarm

codes or component names. Their weakness is robustness. When the question is in Czech, when a machine alias is

used, or when the machine is omitted, the methods can select semantically similar but procedurally wrong sections.

Reranking improves ordering only inside the candidate set produced by the first retrieval step. It cannot select a

correct section that was not retrieved as a candidate.

The interpretation of the graph-based result requires care. The method implemented here should be described

as a local GraphRAG-style prototype, not as a full reproduction of Microsoft GraphRAG. The graph index contains

useful information: machines, instructions, chunks, technical entities, alarm codes, recipe names, and communities.

However, query-time retrieval uses rule-based entity matching, graph-neighborhood expansion, and token-overlap

ranking. This is much simpler than a full query-focused graph retrieval pipeline. As a result, the system often

retrieved related neighborhoods but did not rank the exact procedural section first.

Several graph artifacts explain the observed behavior. Some communities are useful, for example a community

that connects carton packaging final check with label verification on machine 02-110. Other communities are too

broad for exact procedural lookup. For instance, alarm-related communities can connect different machines and

different alarm procedures because they share general entities such as PLC, HMI, Reset Alarm, or restart. Generic

entities such as check, press, confirm, machine, and section can also create noisy graph bridges. This explains why

the local GraphRAG-style method often had good recall but poor top-1 precision.

This result does not contradict the motivation of GraphRAG in the literature. The original GraphRAG work

focuses on query-focused summarization and on moving from local to global understanding over a corpus [8].

Such methods are valuable when a question asks for themes, relations, or information distributed across many

documents. The present experiment is different: most questions require one exact procedural section and ordered

steps. In this setting, the document hierarchy already provides a strong retrieval structure, while broad graph

neighborhoods and community summaries may introduce noise.

A stronger graph-based system for this task would need several improvements. First, the query should be

processed by an LLM-based entity and intent linker that can map Czech expressions and machine aliases to graph

nodes. Second, graph expansion should be limited for procedural lookup, for example to one hop unless the

question explicitly asks for a broader relation. Third, generic entities should be filtered or heavily down-weighted.

Fourth, graph-based scores should be combined with metadata and vector similarity, with strong boosts for machine

matches, alarm code matches, and section title matches. Finally, exact chunks should be placed before community

summaries in the answer context, because procedural questions depend on exact steps and values.

9 Conclusion

This paper compared four retrieval strategies for question answering over structured procedural documentation.

The experiment used the same documentation dataset, the same chunk structure, and the same final answer generator

for all methods. The main variable was the retrieval strategy.

Hierarchical RAG achieved the best retrieval performance in this experiment. It correctly selected the expected

source or an accepted alternative for all ten questions. The result shows that structured routing through machine,

manual, and section metadata is highly suitable for procedural documentation. This is especially useful when

operators use Czech wording, machine aliases, or incomplete questions without explicit machine identifiers.

Flat Vector RAG and Reranked RAG were simpler and faster, but less robust for multilingual and ambiguous

questions. Reranked RAG improved some direct cases, but remained dependent on the initial vector candidate

28
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set. The local GraphRAG-style pipeline retrieved useful related context in several cases, but its top-ranked

source precision was weak. This should be interpreted as a limitation of the simplified local graph retrieval

implementation and of broad graph-neighborhood retrieval for exact procedural lookup, not as a general negative

result for GraphRAG as proposed in the literature.

The main practical conclusion is that, for structured procedural documentation, the most effective approach

is not necessarily the most complex one. The best retrieval method is the one that matches the structure of the

source material and the type of user question. For the tested dataset, hierarchy-aware retrieval was the most

reliable solution. Future work should improve multi-section routing for complex procedural questions and develop

a stronger graph-based retriever with semantic query-to-entity linking and weighted graph ranking.
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Abstract: With the massive rise of synthetic content generation using Deep 
Neural Networks (DNNs) [2], distinguishing real photographs from artificially 
created ones is becoming increasingly difficult. This paper explores the feasibility of 
detecting AI-generated images using frequency spectrum analysis, specifically the 
Radially Averaged Power Spectral Density (RAPSD) method. The aim of the 
experiment was to verify whether spectral data alone contains sufficient information 
for successful classification without the need for visual content analysis. A 1D 
Convolutional Neural Network (ResNet1D) model was designed and trained using 
log-transformed RAPSD data and linear regression residuals (Square Error) as 
inputs. The results suggest that while frequency analysis reveals specific artifacts of 
generative models, robust detection requires combining this approach with other 
methods and utilizing high-resolution data. 

Keywords: Deepfake detection, frequency analysis, RAPSD, FFT, Convolutional 
Neural Networks, ResNet1D. 

1. Introduction
With the advent of advanced generative models (e.g., Midjourney, Stable Diffusion), the visual 

boundary between reality and synthetic content is blurring. This reality poses significant risks regarding 
the spread of disinformation and the verification of digital media authenticity. Traditional detection 
methods often focus on visual artifacts in the spatial (pixel) domain. This work, however, focuses on an 
alternative approach—analyzing the image in the frequency domain. 

The fundamental hypothesis is based on the physics of imaging. Real photographs of natural scenes 
tend to exhibit a power spectrum that falls off approximately linearly on a log-log scale, a phenomenon 
known as the "1/f law." The premise of this study is that artificial neural networks, while generating 
visually convincing content, fail to faithfully reproduce this natural spectral characteristic. When 
generating an image from latent space (e.g., through up-sampling processes), periodic patterns or high-
frequency noise often emerge, leaving an invisible "fingerprint" on the image. 

The goal of this work was to ignore the semantic content of the image and focus purely on the 
mathematical analysis of frequency characteristics to distinguish between real and synthetic photographs. 
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2. Methodology
Instead of training computationally expensive 2D Convolutional Neural Networks (CNNs) [3] on 

full-resolution images, a method of drastic data reduction was chosen. The processing pipeline consisted 
of the following steps: 

FFT [1] (Fast Fourier Transform):  
Converting the image from the spatial domain to the frequency domain. 

RAPSD (Radially Averaged Power Spectral Density): 
A 1D profile was created from the 2D image spectrum by averaging energy values along 
concentric circles from the center outward. This resulted in a curve representing energy 
distribution across different frequencies. 

Log-Log Transformation:  
Data was converted to a logarithmic scale, where the profile of real photographs should 
approximate a straight line. 

SE (Square Error) Residuals:  
A linear regression of the data (ideal "1/f" line) was calculated, and the deviations (residuals) 
of the actual curve from this model were stored. 

Neural Network Training: 
The processed 1D vectors (Log-RAPSD and SE residuals) were used to train a 1D 
Convolutional Neural Network (ResNet1D) [3] to classify images as either Real or Fake. 

Evaluation:  
The trained model was tested on a separate dataset to evaluate its accuracy and ability to 
generalize to unseen data. 

Through this process, each image was reduced to a 1D vector for the R, G, B, and Gray channels. 
This reduction significantly lowered computational complexity and enabled efficient training even on 
consumer-grade hardware. 
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2.1 Neural Network Model 

Given the nature of the input data (1D signals similar to audio waveforms), a 1D Convolutional 
Neural Network [3] was selected for classification, specifically a custom ResNet1D architecture. The 
model was designed to learn and recognize the specific shapes of spectral curves: 

Real Class: Typically characterized by a smooth, linear decay of energy across frequencies. 

Fake Class: Characterized by an irregular spectrum, often exhibiting sudden drops or distinct peaks 
(spikes) at high frequencies caused by up-sampling artifacts. 

3. Results and Discussion

One of the key findings of the experiment was that anomalies in synthetic image data are often 
visible even upon visual inspection of the RAPSD graphs. When analyzing the Log-Log RAPSD plots, 
significant peaks were observed at specific frequencies in a large portion of the artificial images. 

These spectral peaks often corresponded to specific visual or generative artifacts, such as: 

Unnatural blurring and smudging in texture-heavy areas. 
Added synthetic elements, such as digital filters or effects overlaying the image. 
Checkerboard artifacts, which are a typical byproduct of image generation using GANs 

(Generative Adversarial Networks) due to imperfect up-convolution operations. 

Figure 1 - Architecture scheme of the ResNet1D model [5] for 1D spectral data classification 

Input 
(1D Spectral data) 

RResidual Block 1  
((64 filters)

 MaxPool (1/2)  

Global AvgPool & Flatten

DDense Layer (128) &&  DDropouts

Output 
(Real/Fake score)

Input: 4 channels 
(R, G, B, and Gray)

High-level 
features

RResidual Block 22  
((1128  ffilters)

 MaxPool (1/2)  

RResidual Block 3  
((256 filters)
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Experiments were conducted on a publicly available dataset from KK (Deepfake and Real Images) 
[4]. However, the analysis revealed that even the "Real" dataset contained images with anomalous 
spectral characteristics. Upon inspection, these were often photographs with heavily applied filters (e.g., 
from social media platforms like Instagram) or images artificially upscaled from lower resolutions. These 
modifications disrupt the natural frequency characteristic, necessitating the exclusion of such data from 
the training set to avoid confusing the model. 

Another factor affecting accuracy was the depth of field. Real photographs taken with high-quality 
optics and a shallow depth of field (blurred background) exhibited higher SE (Square Error) values 
compared to fully focused images, which initially led to false positives. 

3.1 Examples of Intermediate Results 
2D FFT (Fast Fourier Transform) [1]: 

Figure 2 -2D Fast Fourier Transform (FFT) [1] amplitude 
spectrum of a fake photograph from the dataset 
[4]. Category – FAKE. Left – original image, 
right – 2D FFT Spectrum in log-log scale 

Figure 3 - 2D Fast Fourier Transform (FFT) [1] 
amplitude spectrum of a real photograph from 
the dataset [4]. Category – REAL. Left – 
original image, right – 2D FFT Spectrum in 
log-log scale 

  CCategory ––  FFAKE. FFile: fake_2188.jpg  
  Original image    2D FFT Spectrum (log scale) 

  CCategory –  REAL.. File: real_620.jpg  
  Original image    2D FFT Spectrum (log scale) 
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RAPSD (Radially Averaged Power Spectral Density) [2]  in Log-Log Transformation: 

Figure 4 - Comparison of 1D RAPSD [2] profiles from red color data (Log-Log
scale) 

Figure 3 - Comparison of 1D RAPSD [2] profiles from grey color data (Log-
Log scale) 

  RR cchannel ––  eexample of linear fits and MSE  

  GGraph 5475 –  MSE ´0.1662    GGraph 1308 –  MSE = 0.0249  

  GG cchannel –  example of linear fits and MSE  

  GGraph 898  –  MSE  = 00.0616     Graph 22390 –– MMSE = 0.0316  
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SE (Square Error) Residuals:  

Figure 5 - Visualization of Square Error (SE) residuals on real data 

Figure 6  - Visualization of Square Error (SE) residuals on fake data 

 AI generated image – SE Rresiduals 

 Real photo – SE Rresiduals 
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Neural Network Training: 

Figure 7 - Training and validation accuracy curves during the learning process. The convergence of both curves 
around 66% 



Jan Rollo Detection of AI-Generated Images: Frequency Spectrum Analysis 

37 

Evaluation:  
Dataset analysis and preprocessing initial training on the uncleaned Kaggle dataset [4] 

showed strong signs of overfitting. While accuracy on the training set rose to 75%, validation 
stagnated around 45–55%. The reason for the low success rate was the aforementioned 
fundamental flaws in the "Real" dataset [4] (revealed via visual inspection, listing Real photos 
with the highest MSE error, and listing photos not containing a human face). 

 Absence of faces: Many images did not contain a human face but only noise, or 
they were photographs of cartoon drawings of human faces. 

 Digital filters: A significant number of "real" photographs contained added 
digital layers (e.g., snow effects, text overlays, strong Instagram filters). These modifications 
introduce high-frequency noise and sharp edges into the frequency spectrum, which the model 
erroneously interpreted as artifacts of generative networks (Fake). Several of these elements 
appeared in the dataset even after initial cleaning, which may have been one of the reasons for 
the poorer results. 

To resolve most of these issues by preventing the neural network from learning on this 
invalid data, a two-phase cleaning process was implemented: 

1st Face Detection (MTCNN): The MTCNN detector was used to automatically 
identify and remove images that did not contain a valid human face. 

2nd Listing Real photos with highest MSE or SE: Both of these methods helped list 
photographs where the problem appeared most frequently (though this was not a rule for all 
photographs). 

3rd Spectral Filtration (Blacklist): A "blacklist" of indices was created for images 
that contained a face but were degraded by digital noise or text, which would confuse the 
spectral model training. 

Training results after cleaning the dataset [4] and removing damaged samples, the 
model stabilized significantly. The final experiments used a combination of two signals as 
input: 

Log-RAPSD: The shape of the power spectrum. 

SE (Square Error): Residuals (deviations) from the ideal linear 1/f model. 

The ResNet1D model achieved an accuracy of approximately 66% on the validation 
set. Although this is not an absolutely high value, the key result was the consequent 
convergence of the training and validation curves. By removing noise, we managed to 
eliminate model "hallucination," where the model stopped learning specific noise in the data 
and began learning general spectral characteristics. 
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Figure 12 – Index
3186 [4]

Figure 13 - Index 
2746 [4] Figure 8 - Index

3843 [4]

Figure 11 – Index 
1700 [4]

Figure 10 – Index
2860 [4]

Figure 9 - Log-log graph of biggest MSE in dataset of RAPSD data of Real photos

 biggest MSE 
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3.2 Implementation Specifics on macOS 

During development on the Apple Silicon platform (M2 Pro chip), a specific technical issue 
was identified when training with the PyTorch framework. The training script repeatedly crashed 
with RuntimeError or BrokenPipeError messages during data loading. 

The cause was identified as the difference in process management (multiprocessing start 
method spawn vs. fork) on macOS. The standard PyTorch DataLoader attempts to parallelize 
data loading, which conflicts with the macOS restriction on forking processes. 

The issue was resolved by setting the parameter num_workers=0 in the DataLoader 
initialization: train_loader = DataLoader(dataset, batch_size=64, shuffle=True,
num_workers=0)

While this setting disabled parallel data loading (forcing it to run in the main process), it 
ensured the stability of the script execution on the local machine. 

4. Conclusion

This work examined the feasibility of detecting AI-generated images using frequency spectrum 
analysis—specifically the Radially Averaged Power Spectral Density (RAPSD) method and Square Error 
(SE) residuals—utilized within a 1D Convolutional Neural Network (ResNet) architecture [3]. The 
experiments demonstrated that the frequency domain contains valuable signal data suitable for partially 
distinguishing synthetic content, particularly in the high-frequency range. 

However, a primary finding of this study is the method's high sensitivity to input quality. The initial 
assumption of a strictly linear spectral decay (the 1/f law) in real photographs proved to be a 
simplification. Many real images, especially those sourced from social media, exhibit concave spectral 
characteristics or high-frequency disruptions due to compression, post-processing, and digital filters. 
Consequently, these modified real photos become mathematically indistinguishable from synthetic 
images for the spectral model, leading to false positive detections. 

To mitigate this, a stricter definition of "real photography" was required. After thoroughly cleaning 
the dataset of images [4] without valid faces and those with extreme digital noise, the model achieved a 
stable accuracy of approximately 66%. Furthermore, it was observed that detection success rates correlate 
with the native resolution of the analyzed images; higher-quality inputs yield more reliable spectral 
fingerprints. 

These results suggest that while the RAPSD/SE analysis is not suitable as a standalone "all-in-one" 
detector, it represents an efficient and fast tool for revealing specific types of generative artifacts. In 
future work, this method will be integrated as a supplementary module into more complex detection 
systems. The combination of spectral analysis with spatial visual analysis is expected to enable robust 
detection that is resilient to both visually superior deepfakes and filtered real photographs. 
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Abstrakt: Optické soustavy obsahují řadu optických prvků, které je nutné spolehlivě 
upevnit v mechanické konstrukci. Běžné metody montáže nemusí být vhodné pro 
aplikace s vysokými nároky na přesnost, teplotní stabilitu nebo použití ve vakuu. 
Jednou z možných alternativ je pájené spojení skla a kovu, jehož realizaci však 
komplikuje zejména špatná smáčivost skla běžnými pájkami a rozdílná teplotní 
roztažnost spojovaných materiálů. Tato práce se zabývá možností využití india, které 
se vyznačuje nízkou teplotou tání a vysokou plasticitou. Při experimentálním nanášení 
india za zvýšené teploty a mechanické aktivaci povrchu se za určitých podmínek 
podařilo vytvořit soudržné spojení skla s kovem. Další práce bude zaměřena na 
optimalizaci procesu a charakterizaci mechanických vlastností spoje. 
Klíčová slova: pájený spoj, indium, optomechanika 

1. Úvod
Optické prvky v optických systémech je nutné vhodným způsobem uložit do mechanické konstrukce

tak, aby byla zachována jejich poloha, orientace a požadované optické vlastnosti. Mezi běžné způsoby 
uložení patří závitové pojistné kroužky, elastické O-kroužky, lepené spoje, pružné elementy nebo 
mechanické tváření držáku přes okraj optického prvku [1]. V praxi existuje celá řada modifikací těchto 
základních principů, které umožňují přizpůsobit uložení konkrétní aplikaci [2-4]. 

Obr.  1 Příklady klasických metod uložení optických prvků [1]. 

Vyšší nároky na konstrukci vznikají zejména u přesných optických soustav a zařízení pracujících ve 
specifických podmínkách. Změny teploty a rozdílné koeficienty teplotní roztažnosti optického prvku a 
jeho držáku mohou způsobovat změny polohy, deformace a vznik mechanického napětí. Konstrukce 
může být dále zatěžována vibracemi, mechanickými rázy, provozem ve vakuu nebo lokálním ohřevem 
způsobeným intenzivním optickým zářením. Mechanické napětí přenášené na optický prvek je nežádoucí 
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zejména proto, že může vést k deformaci optických ploch a u některých materiálů také ke vzniku 
napěťového dvojlomu. Způsob uložení optického prvku tak může přímo ovlivnit výsledné vlastnosti celé 
optické soustavy [5]. 

Specifickou skupinu představují trvalé spoje optických prvků s kovovými držáky. Jejich realizace je 
komplikována rozdílnými fyzikálními a chemickými vlastnostmi skla a kovu, a především rozdílnou 
teplotní roztažností obou materiálů. Při ochlazování spoje tak může vznikat zbytkové mechanické napětí, 
které může vést až k deformaci nebo poškození optického prvku. Pro vytvoření trvalého spoje lze využít 
několik technologických přístupů. Nejjednodušší je lepení, jehož použití však může být omezeno teplotní 
stabilitou lepidla, stárnutím, odplyňováním ve vakuu nebo napětím vznikajícím při vytvrzování [6]. 
Alternativou jsou například difuzní [7], laserové [8] a anodické spojování [9]. Tyto metody mohou 
vytvářet pevné spoje, často však vyžadují přesně řízené podmínky, speciální technologické vybavení nebo 
vyšší procesní teploty. 

Zajímavou alternativou pro uložení optických prvků je pájení, které umožňuje vytvořit kompaktní 
kovový spoj bez použití organického lepidla. Jeho výhodou může být také využití ve vakuu nebo za 
náročnějších teplotních podmínek. Zásadním problémem při přímém pájení skla je však jeho špatná 
smáčivost běžnými pájkami. V praxi se proto využívá například předchozí metalizace povrchu skla [10], 
aktivní pájky [11] nebo mechanicky či ultrazvukově aktivované procesy [12]. Výslednou kvalitu spoje 
ovlivňuje také stav povrchu a přítomnost oxidačních vrstev. 

Pro nízkoteplotní pájení je zajímavým materiálem indium. Jeho teplota tání je přibližně 157 °C a 
zároveň se jedná o velmi měkký a tvárný kov. Plastická deformace india může do určité míry 
kompenzovat rozměrové změny a mechanické napětí vznikající mezi materiály s rozdílnou teplotní 
roztažností. Indium a pájky na jeho bázi již byly zkoumány pro spojování skla, křemene a dalších 
optických materiálů s kovovými držáky [13]. 

Předkládaná práce se proto zabývá experimentálním ověřením relativně jednoduchého způsobu 
vytvoření spoje mezi sklem a kovovým držákem pomocí india. Zvolený postup je založen na zahřátí 
spojovaných součástí, nanesení india a mechanické aktivaci povrchu během jeho aplikace. Předběžné 
experimenty ukázaly, že za určitých podmínek lze tímto způsobem vytvořit soudržný spoj skla s kovem. 
V této fázi práce však nebyly kvantitativně stanoveny všechny technologické parametry ani mechanická 
pevnost vytvořeného spoje. Práce má proto charakter studie proveditelnosti, na kterou může navázat 
optimalizace technologického postupu a experimentální charakterizace výsledných spojů. 

2. Princip spojování skla a kovu pomocí india
Pájení je založeno na vytvoření spoje pomocí přídavného kovového materiálu, který se při procesu

roztaví, zatímco základní spojované materiály zůstávají v pevném stavu. Pro vytvoření kvalitního spoje je 
důležité, aby roztavená pájka vytvořila dostatečný kontakt s povrchem obou spojovaných materiálů. 
Tento proces je úzce spojen se smáčivostí povrchu. Smáčivost povrchu lze charakterizovat pomocí 
kontaktního úhlu (viz obr. 1) a adhezní práce, která vyjadřuje energii potřebnou k oddělení kapaliny od 
povrchu substrátu [14].  

Obr.  2 Ilustrační schéma a) nesmáčivého a b) smáčivého materiálů [14]. 
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V případě pájení smáčivost popisuje schopnost roztavené pájky rozprostřít se po čistém povrchu 
spojovaného materiálu a vytvořit s ním kontakt. Adheze na rozhraní může být zprostředkována 
fyzikálními interakcemi, například van der Waalsovými silami, případně vznikem chemických vazeb 
mezi pájkou a substrátem. V případě skla je situace komplikovanější než při pájení dvou kovových 
součástí, protože sklo není běžnými pájkami snadno smáčitelné a výsledné chování výrazně závisí na 
chemickém a mechanickém stavu povrchu [14]. Vzhledem k obtížné smáčivosti skleněných povrchů 
nelze při jejich pájení posuzovat pouze vlastnosti samotné pájky. Významnou roli hraje rovněž způsob 
aktivace povrchu a použitý technologický postup. Vybrané příklady pájek a technologických postupů 
používaných při experimentálním spojování skla jsou uvedeny v tab. 1. Kratký seznam příkladů obsahuje 
metody jejichž pracovní teploty nepřesahuji 300 stupňů, pro zachování jednoduchosti manipulaci vzorky. 

Tab. 1. Vybrané příklady pájení skla popsané v odborné literatuře, teploty do 300 °C. 

Pájka / spojovací materiál Teplota 
uvedená ve 

zdroji 

Spojované materiály Způsob aktivace / technologie 

Sn-28Bi 138,5 °C SiO2 / Al 2024 Ultrazvuková asistence [12] 
Sn-Ag-Cu (SAC0307) 227 °C Nerez, K9 CW Laser [15] 
Sn-9Zn 240 °C Borofloat 33 / Cu Anodická aktivace [16] 
In 157 °C sklo / kov – tato práce mechanická aktivace kartáčem 

Z uvedené tabulky je patrné, že spojování skla pájením lze realizovat různými kombinacemi pájecího 
materiálu a způsobu aktivace rozhraní. Pro experimentální ověření v této práci bylo zvoleno čisté indium 
(99,9 %) v kombinaci s jednoduchou mechanickou aktivací povrchu. Jeho teplota tání je přibližně 157 °C 
a jedná se o velmi měkký a tvárný kov. Nízká teplota tání omezuje tepelné zatížení během samotného 
spojování a velikost zbytkového napětí vznikajícího při ochlazování materiálů s rozdílnými koeficienty 
teplotní roztažnosti. (Přestože příprava skleněného povrchu zahrnuje krátkodobý ohřev na vyšší teplotu, 
vlastní spojení předem indiovaných součástí probíhá v oblasti 150–160 °C). Plasticita india umožňuje 
částečně kompenzovat vzájemné rozměrové změny spojovaných materiálů a tím omezovat přenos 
mechanického napětí do optického prvku nejen za vysokých teplot. 

Při přípravě skleněného povrchu lze vycházet také z doporučení výrobce Indium Corporation pro 
spojování nekovových materiálů. Pro sklo, křemen a glazovanou keramiku je doporučeno povrch nejprve 
zahřát přibližně na 350 °C a následně před aplikací pájky ochladit na nižší teplotu. Takový postup může 
podpořit následné vytvoření přilnavé vrstvy india na povrchu. Vlivem mechanického a tepelného zatížení 
může ve skle vznikat dočasné nebo zbytkové napětí. Při nerovnoměrném ohřevu se povrchové vrstvy 
zahřívají a roztahují rychleji než vnitřní části materiálu, což v důsledku nízké tepelné vodivosti skla vede 
ke vzniku vnitřního napětí. Při dostatečně pomalém vyrovnání teplot může toto napětí postupně 
zaniknout, zatímco při rychlém nebo nerovnoměrném ochlazování může část napětí v materiálu zůstat. 
Zbytkové napětí zvyšuje náchylnost skla k prasknutí při následném tepelném či mechanickém zatížení a 
lze jej omezit vhodně řízeným žíháním. U přesných optických soustav je proto žádoucí minimalizovat 
nejen mechanické namáhání optického prvku, ale také teplotní gradienty vznikající během procesu 
montáže. 

Z hlediska tepelného zatížení je však vedle maximální dosažené teploty důležitá také její prostorová 
rovnoměrnost. V dříve provedených autory experimentech s ohřevem skleněných vzorků proudem 
horkého vzduchu bylo pozorováno, že vzorky o tloušťce 4-8 mm snášely bez porušení teploty nejméně 
okolo 300 °C a rovněž teplotní oblast přibližně 150–160 °C odpovídající aplikaci india. K destrukci 
vzorků docházelo zejména při nerovnoměrném ohřevu, přičemž místo porušení bylo spojeno s lokální 
oblastí nižší teploty vzdálenější od centra proudu horkého vzduchu. Toto pozorování ukazuje, že při 
návrhu postupu je třeba omezit nejen absolutní teplotu skla, ale především teplotní gradienty, které mohou 
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způsobovat vznik tepelně indukovaného mechanického napětí. 
Zásadním krokem zkoumané technologie je následná mechanická aktivace povrchu během nanášení 

roztaveného india. Samotné roztavení india na povrchu skla a kovu nemusí vést k jeho dostatečnému 
rozprostření a přilnutí. Mechanické roztírání narušuje povrchové vrstvy a podporuje vytvoření kontaktu 
mezi roztaveným kovem a substrátem. Přesný mechanismus vzniku rozhraní však nebyl v rámci této 
práce analyticky stanoven. 

3. Návrh a experimentální ověření technologického postupu
Před zahájením experimentu byly skleněný vzorek i kovový protikus očištěny vodou se saponátem

za použití plastového kartáče. Povrchy byly následně odmaštěny acetonem a ponechány k vyschnutí. 
Povrch kovového protikusu byl dále mechanicky upraven brusivem SiC o zrnitosti 80. Po broušení byl 
kovový díl znovu očištěn saponátem, odmaštěn acetonem a vysušen. 

Skleněný vzorek byl vložen do stolní tavicí pece určené pro zpracování kovů a během přibližně 30 
minut zahřát z pokojové teploty (cca 25 °C) na 350 °C. Po dosažení této teploty byl ponechán k 
postupnému ochlazení na přibližně 160 °C. Indiová fólie byla před použitím očištěna acetonem a 
vysušena. Skleněný vzorek byl následně vyjmut z pece a na jeho zahřátý povrch byla přiložena indiová 
fólie. Po jejím roztavení bylo indium intenzivně mechanicky roztíráno kartáčem z korozivzdorné oceli, 
dokud nebyla na povrchu vytvořena souvislá vrstva s charakteristickým zrcadlovým vzhledem. 

Obdobným způsobem byl zpracován kovový protikus. Po zahřátí byl na jeho připravený povrch 
nanesen a pomocí kartáče mechanicky rozetřen roztavený indiový materiál. Oba vzorky s vytvořenou 
vrstvou india byly následně opět vloženy do pece a zahřáty na přibližně 150–160 °C. 

Po vyjmutí z pece byly indiované plochy skleněného a kovového vzorku přiloženy k sobě a 
mechanicky stlačeny. Sestava byla před upnutím obalena textilií, která sloužila jako ochrana skleněného 
vzorku před přímým kontaktem s čelistmi svěráku. Přítlak byl vytvářen ručním utahováním svěráku až do 
okamžiku, kdy již nebylo možné jeho rukojeť běžnou ruční silou dále otáčet. Takto upnutá sestava byla 
ponechána k volnému ochlazení po dobu nejméně jedné hodiny. Po uvolnění ze svěráku bylo pozorováno 
vytvoření soudržného spoje mezi skleněnou a kovovou částí. 

Použitý postup měl v této fázi charakter předběžného experimentálního ověření technologie. Po 
vychladnutí a vyjmutí sestavy ze svěráku nedošlo při běžné manipulaci k samovolnému oddělení součástí. 
Přítlačná síla při spojování nebyla měřena a nebyly kvantitativně stanoveny ani skutečná plocha spoje, 
drsnost povrchů po mechanické úpravě nebo tloušťka vytvořené vrstvy india.  Experiment proto dokládá 
především možnost vytvoření spoje za uvedených podmínek, nikoliv jeho kvantifikovanou pevnost nebo 
reprodukovatelnost.  

4. Závěr
V rámci práce byla experimentálně ověřována možnost vytvoření trvalého spoje mezi sklem a

kovovým substrátem pomocí čistého india. Navržený postup využívá tepelnou přípravu spojovaných 
součástí, mechanickou úpravu kovového povrchu a mechanickou aktivaci roztaveného india pomocí 
kartáče z korozivzdorné oceli. Tímto způsobem se podařilo vytvořit souvislou vrstvu india na povrchu 
skla i kovu a následným zahřátím, přitlačením a ochlazením obou částí bylo dosaženo soudržného spoje. 

Experiment tak potvrdil základní proveditelnost navrženého způsobu spojování. Pro další 
optimalizaci technologie se jako významné jeví zejména řízení teplotního režimu, příprava povrchů a 
způsob mechanického roztírání india. Z hlediska skleněného prvku je nutné věnovat pozornost zejména 
rovnoměrnosti ohřevu a omezení teplotních gradientů, které mohou vést ke vzniku vnitřního napětí a 
následnému porušení skla. 

V současné fázi však nebyla stanovena pevnost ani skutečná plocha vytvořeného spoje a nebyly 
přesně řízeny parametry, jako jsou přítlačná síla, drsnost povrchu nebo tloušťka vrstvy india. Výsledky 
proto nelze považovat za úplnou charakterizaci technologie, ale za úspěšné prvotní ověření jejího 
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principu. Další práce by měla být zaměřena především na zvýšení reprodukovatelnosti procesu, přesnější 
řízení technologických parametrů a měření mechanické pevnosti spoje. Pro využití v optomechanických 
aplikacích bude vhodné rovněž ověřit stabilitu spoje při teplotních změnách a jeho vliv na mechanické 
napětí a polohu upevněného optického prvku. 
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Moderní trendy v prediktivním řízení (MPC) a
energetickém managementu: Od fyzikálních modelů k

AI a digitálním dvojčatům
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Abstrakt

Model Predictive Control (MPC) se v posledním desetiletí etabloval jako přední
strategie pro řízení složitých energetických systémů, včetně bateriových úložišť a re-
zidenčních mikrosítí. Tento článek přináší ucelený přehled současných výzkumných
a průmyslových trendů v této oblasti. Analyzuje přechod od tradičního k ekono-
mickému prediktivnímu řízení (EMPC), integraci metod strojového učení v rámci
Data-Driven MPC, propojování s bateriovými digitálními dvojčaty a implementaci
stochastických přístupů pro efektivní zvládání systémových nejistot.

1 Úvod: Od klasické regulace k EMPC
Tradiční regulační smyčky a heuristické systémy řízené pevnými pravidly (Rule-Based
Control) narážejí v moderní energetice na své limity. V prostředí s vysokou penetrací
obnovitelných zdrojů, kde dochází k prudkým výkyvům ve výrobě a na trzích s elektři-
nou se objevují negativní spotové ceny, je nutné nasazovat systémy schopné proaktivního
plánování.

Odpovědí na tyto výzvy je Model Predictive Control (MPC), optimalizační metoda,
která využívá interní model k predikci budoucího chování systému a vypočítává sekvenci
řídicích akcí sítě [1]. Tradiční MPC je ideální pro sledování pevně dané referenční trajek-
torie. Pokud je však cílem například komplexní energetická optimalizace, moderní praxe
se přiklání k tzv. Economic Model Predictive Control (EMPC).

EMPC přímo integruje ekonomické cíle do účelové funkce. Systém neoptimalizuje
pouze technický chod, ale napřímo maximalizuje finanční zisk (nebo minimalizuje pro-
vozní náklady) na základě dynamických spotových cen, distribučních poplatků a nákladů
na opotřebení [2]. Obecná účelová funkce EMPC se obvykle zapisuje jako:

min
u

H−1∑

k=0

�e(xk, uk, pk) (1)

kde �e je ekonomická nákladová funkce, xk je stav systému, uk je řídicí akce (např. výkon
baterie) a pk reprezentuje časově proměnné externí parametry (ceny elektřiny, počasí) v
horizontu H (prediction horizon). V praxi to znamená, že EMPC dokáže chování systému
proaktivně plánovat. Algoritmus se tak může například rozhodnout přetopit budovu či
nabít bateriové úložiště v době, kdy je k dispozici nadbytek levné solární energie (nebo
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jsou spotové ceny na trhu velmi nízké či dokonce záporné). Takto naakumulovanou energii
pak systém využije k překlenutí večerní cenové špičky, čímž napřímo minimalizuje celkové
provozní náklady bez narušení uživatelského komfortu.

2 Nástup strojového učení: Data-Driven MPC
Klasický přístup k MPC (tzv. White-box modelování) vyžaduje přesné diferenciální rov-
nice popisující řízený systém. Sestavení a kalibrace takových termodynamických či elektro-
chemických modelů pro každou individuální budovu je však v masovém měřítku komerčně
neudržitelná.

Tuto bariéru v současnosti překonává Data-Driven MPC (DDMPC). Místo řešení slo-
žitých fyzikálních rovnic využívá DDMPC modely strojového učení (Black-box nebo Grey-
box), jako jsou Random Forest, XGBoost nebo hluboké neuronové sítě. Tyto algoritmy
se učí dynamiku systému čistě na základě historických dat ze senzorů a elektroměrů [3].

Pokročilé studie z posledních let [4] navíc ukazují trend propojování DDMPC s vy-
světlitelnou umělou inteligencí (XAI, např. SHAP hodnoty). To umožňuje nejen efektivně
řídit spotřebu a výrobu, ale také vizualizovat, které faktory (např. venkovní teplota vs.
cena elektřiny) měly na rozhodnutí algoritmu největší vliv. Výhodou DDMPC je snadná
škálovatelnost a schopnost adaptace na měnící se zvyklosti spotřebitelů [5].

3 Digitální dvojčata a Health-Aware Control
Agresivní využívání baterií pro cenovou arbitráž přináší problém v podobě zrychlené de-
gradace článků. Aby EMPC nepřinášelo krátkodobé zisky na úkor zničení hardwaru, in-
tegrují se do řídicích smyček Bateriová digitální dvojčata (Digital Twins).

Digitální dvojče je virtuální replika fyzického systému, která v reálném čase asimiluje
data (napětí, proud, teplota) a pomocí pokročilých algoritmů simuluje vnitřní elektroche-
mické stavy, které nelze přímo změřit. Frameworky jako PyBaMM dnes umožňují rychlý
běh zjednodušených, avšak vysoce přesných models (např. Single Particle Model - SPM),
které predikují prostorové rozložení teploty a koncentraci iontů lithia [6].

Nejnovější vývoj směřuje k tzv. Physics-Informed Neural Networks (PINN) a hybrid-
ním dvojčatům, která kombinují fyzikální základy s neuronovými sítěmi pro zpřesnění
odhadu stavu zdraví baterie (SoH) [7]. MPC regulátor propojený s takovým dvojčetem
může dynamicky upravovat své limity (tzv. Health-Aware Control) a odmítnout lukra-
tivní obchod na spotovém trhu, pokud by predikovaný nárůst vnitřní teploty článku vedl
k neadekvátní degradaci a narušil tak celkovou ekonomiku vlastnictví.

4 Zvládání nejistot: Stochastické MPC
Všechny výše zmíněné prediktivní strategie jsou silně závislé na přesnosti vstupních dat.
Deterministické EMPC předpokládá, že predikce solární výroby nebo spotřebitelského
chování jsou absolutně přesné. Sebemenší odchylka v predikci však může vést k překročení
limitů jističe a k obrovským finančním penalizacím.

Řešením, které se postupně dostává z akademického výzkumu do praxe, je Stochas-
tic MPC (SMPC). Na rozdíl od deterministického přístupu modeluje SMPC budoucnost
pravděpodobnostně. Pracuje s nejistotou pomocí tzv. chance constraints (pravděpodob-
nostních omezení) [8].

2

58



SMPC matematicky garantuje, že systémové limity budou dodrženy s předem defi-
novanou pravděpodobností (např. 95 %). To umožňuje řídicímu systému najít optimální
balanc mezi agresivním vytěžováním sítě pro maximální zisk a konzervativním přístupem
zajišťujícím bezpečnost. Studie z Národní laboratoře pro obnovitelnou energii (NREL)
prokazují, že v rámci HEMS (Home Energy Management Systems) poskytuje SMPC vý-
razně robustnější výsledky při poskytování služeb flexibility a odezvy na stranu poptávky
(Demand Response) [8].

5 Závěr
Budoucnost řízení energetických úložišť a mikrosítí se posouvá z roviny hardwarové in-
frastruktury do sféry pokročilého softwaru. Fúze ekonomického Model Predictive Control
s metodami datového modelování (XGBoost, LSTM) odstraňuje bariéru nutnosti sesta-
vování složitých matematických modelů pro každou instalaci. Propojení s bateriovými
digitálními dvojčaty následně zajišťuje, že tato umělá inteligence respektuje limity fyziky
a maximalizuje nejen denní zisk, ale i dlouhodobou životnost aktiv.
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Abstrakt: Sledování anatomických změn v čase, například při hodnocení pooperačního ho-
jení, vyžaduje přesné prostorové srovnání 3D obrazových dat z různých vyšetření. Běžně
používaný postup spoléhá na ukotvení dat k rozsáhlé stabilní anatomické struktuře, což je
ale výpočetně náročné a vyžaduje zpracování velkého objemu dat i mimo oblast skutečného
zájmu. Tato práce se zabývá návrhem automatizovaného postupu zpracování CT dat, jehož
cílem je dosáhnout srovnatelné přesnosti výrazně úspornějším způsobem, vhodným pro nasa-
zení na běžném výpočetním vybavení klinických pracovišť. Byl vyvinut automatizovaný systém
v jazyce Python, který vstupní CT data nejprve izotropně převzorkuje a následně segmentuje.
Navržený postup, pracující přímo s oblastí zájmu, byl porovnán s konvenčním přístupem vy-
užívajícím rozsáhlou referenční strukturu, a to na datech reálných pacientů s pooperačními
změnami v oblasti nosních dutin. Výsledky ukazují, že úspornější přístup dosahuje srovna-
telné přesnosti při podstatně nižších nárocích na výpočetní čas i paměť.
Klíčová slova: počítačová tomografie, prostorová registrace, zpracování obrazu, výpočetní
efektivita

1 Úvod
Dlouhodobé sledování anatomických změn patří mezi důležité nástroje pro objektivní hodnocení po-

operačního vývoje, sledování progrese onemocnění i plánování navazující léčby. Aby bylo možné snímky
z různých časových okamžiků vzájemně porovnat, je nutné je nejprve prostorově sjednotit – tomuto pro-
cesu se říká registrace [1]. Automatizované zpracování dat za tímto účelem však naráží na dva zásadní
problémy.

Prvním je nerovnoměrné rozlišení běžných klinických CT vyšetření, kdy je rozlišení v jedné rovině
výrazně jemnější než vzdálenost mezi jednotlivými řezy. To při generování 3D modelu vede k viditelným
„schodovitým“ artefaktům, které jsou zvlášť problematické u tenkostěnných struktur, jako jsou právě
nosní dutiny, kde mohou znehodnotit přesnost následného výpočtu transformace [2].

Druhým problémem je proměnlivost sledované oblasti po operaci. Chirurgické zákroky, otoky nebo
zánětlivé procesy způsobují lokální změny tkáně, kvůli kterým se standardní registrační algoritmy, jako je
klasický Iterative Closest Point (ICP) [3], mohou „zaseknout“ a konvergovat k anatomicky nesprávnému
řešení.

Z těchto důvodů se v oboru obecně předpokládá, že nejvyšší spolehlivosti lze u podobných dat do-
sáhnout pouze ukotvením k rozsáhlé stabilní struktuře – typicky nedotčené kostní stavbě lebky, která je
pooperačními změnami ovlivněna minimálně [1, 4]. Naproti tomu přímé srovnávání samotné operované
oblasti je považováno za rizikové právě kvůli zmíněné topologické proměnlivosti [4].

V praxi to znamená, že řada pracovišť, která by z podobné analýzy mohla těžit, k ní dnes nemá
reálný přístup – nikoliv kvůli nedostatku dat, ale kvůli nárokům na výpočetní infrastrukturu. Pokud
by se ukázalo, že srovnatelné výsledky lze získat i bez nutnosti zpracovávat rozsáhlá referenční data,
otevřelo by to cestu k běžnějšímu využití těchto nástrojů i mimo specializovaná výzkumná centra.

Cílem této práce je experimentálně ověřit, zda je s důsledným předzpracováním dat (zejména izot-
ropním převzorkováním [2]) možné dosáhnout srovnatelné přesnosti i výrazně úspornějším přístupem,
pracujícím přímo s oblastí zájmu, a nabídnout tak postup realisticky nasaditelný i bez specializovaného
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výpočetního vybavení. Za tímto účelem byl navržen a implementován kompletní automatizovaný zpra-
covatelský řetězec, od načtení vstupních CT dat až po kvantitativní vyhodnocení obou porovnávaných
přístupů, který je popsán v následující kapitole.

2 Metodika

2.1 Předzpracování dat a extrakce 3D modelů
Do práce byla zahrnuta anonymizovaná CT data pacientů s pooperačními změnami v oblasti nosních

dutin, vždy ve dvojicích předoperačního a pooperačního snímku.
Vzhledem k nerovnoměrnému rozlišení vstupních dat byla všechna CT data nejprve izotropně pře-

vzorkována na krychlové voxely, jejichž velikost byla odvozena od nejjemnějšího rozlišení v původních
datech. Tento krok potlačuje vznik „schodovitých“ artefaktů a zajišťuje hladké a topologicky spojité
povrchové modely, nezbytné pro stabilní výpočet registrace [2].

Z takto připravených dat byly následně extrahovány 3D povrchové modely prahováním podle radi-
odenzity (Hounsfieldovy jednotky). Pro segmentaci vzduchových dutin byl použit práh −300 HU, pro
kostní tkáň 200 HU. Po vyhlazení Gaussovým filtrem byla pro generování výsledné polygonální sítě
použita metoda Marching Cubes [5].

Pro potřeby srovnávací (referenční) metody byla z dat dále izolována horní část lebky, odpovídající
stabilní a pooperačně nedotčené kostní struktuře, zatímco pohyblivé struktury (dolní čelist, krční páteř)
byly z dat odstraněny, aby do srovnání nevnášely nežádoucí odchylky.

2.2 Porovnávané přístupy
Byly navrženy a porovnány dva přístupy registrace.
Metoda A (lokální) pracuje přímo s cílovou oblastí (nosními dutinami) pomocí postupně zpřesňo-

vaného algoritmu ICP [3, 6, 7], který v několika krocích (s klesající tolerancí 10, 5 a 2 mm) hledá nejbližší
odpovídající si body mezi snímky a iterativně je k sobě přibližuje.

Metoda B (referenční) naopak vychází z izolované horní části lebky jako stabilního anatomického
orientačního bodu. Snímky jsou k sobě nejprve hrubě přiřazeny pomocí algoritmu RANSAC [8], odolného
vůči lokálním odchylkám, a následně doladěny standardním algoritmem ICP. Takto získaná transformace
je pak aplikována na cílovou oblast nosních dutin.

2.3 Hodnocení výsledků
Přesnost obou metod byla hodnocena pomocí střední kvadratické odchylky (RMSE) mezi odpoví-

dajícími si body povrchů a pomocí 95. percentilu Hausdorffovy vzdálenosti (HD95), který na rozdíl od
klasické Hausdorffovy vzdálenosti není citlivý na ojedinělé extrémní odchylky způsobené např. neúplným
překryvem zorného pole při snímání. Dále byl sledován podíl bodů ležících v rámci zvolené tolerance
(2 mm) a souhrnný index kvality registrace, kombinující oba uvedené parametry. Výpočetní náročnost
obou metod byla posuzována podle celkového času zpracování a maximální využité operační paměti [9].

3 Výsledky a diskuse
Srovnání bylo provedeno na datech 24 pacientů. Obě metody dosáhly prakticky shodné přesnosti

– střední kvadratická odchylka na cílových strukturách byla u obou přístupů 0,73 ± 0,05 mm, tedy
hluboko pod hranicí běžně vyžadovanou pro kraniomaxilofaciální chirurgii. Při podrobnějším srovnání
jednotlivých pacientů nepřesáhl rozdíl mezi metodami 0,03 mm u RMSE, 0,43 mm u HD95 a 1,5 % u
souhrnného indexu kvality. Obě metody tedy konvergují prakticky ke stejnému prostorovému řešení, a
to i v okrajových oblastech ovlivněných neúplným zorným polem snímání.
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Obr. 1: Vizuální srovnání prostorové odchylky obou metod na povrchu cílové struktury; barevná škála
znázorňuje absolutní odchylku v mm.

Zcela odlišný obrázek se ale ukázal u výpočetní náročnosti. Metoda A dosáhla průměrného výpočet-
ního času 31,2 ± 3,7 s, zatímco Metoda B potřebovala v průměru 86,1 ± 11,2 s – tedy téměř třikrát více.
Obdobný poměr platil i pro operační paměť: 573 ± 56 MB u Metody A oproti 1580 ± 173 MB u Metody
B.

Obr. 2: Srovnání průměrného výpočetního času a maximální alokované paměti pro obě metody (N = 24).

Tento rozdíl plyne z toho, že Metoda B musí navíc segmentovat, izolovat a transformovat rozsáhlá data
celé lebky, zatímco Metoda A pracuje pouze s mnohem menší oblastí skutečného zájmu. Získané výsledky
tak ukazují, že srovnatelné přesnosti lze dosáhnout i bez nutnosti zpracovávat objemná referenční data,
a to i v případech, kdy pooperační snímky vykazují výrazné lokální změny nebo neúplné zorné pole.

Z praktického hlediska je tento rozdíl podstatný zejména tam, kde se podobná analýza má provádět
opakovaně nebo na větším počtu pacientů – například při hromadném zpracování dat v rámci klinické
studie. Zatímco Metoda B kvůli svým nárokům na paměť i čas prakticky vyžaduje výkonnou pracovní
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stanici, Metoda A je díky nízké výpočetní náročnosti dobře škálovatelná a lze ji spustit i souběžně na
větším množství dat bez výrazných nároků na hardwarové vybavení pracoviště.

3.1 Omezení a další směřování
Získané výsledky je třeba vnímat v kontextu charakteru použitých dat a zvoleného postupu. Soubor

24 pacientů, byť postačující pro prokázání srovnatelnosti obou metod, je z klinického hlediska stále
poměrně malý a pro obecnější závěry by bylo vhodné jej v budoucnu rozšířit, ideálně i o data z jiných
pracovišť a CT přístrojů s odlišnými zobrazovacími protokoly. Rovněž by bylo přínosné ověřit, jak si
lokální přístup poradí s případy ještě výraznějších pooperačních defektů, než jaké byly zastoupeny v
tomto souboru dat.

Další směr výzkumu se nabízí také ve zpracování samotném. Aktuální implementace spoléhá na pevně
nastavené prahy pro segmentaci (založené na Hounsfieldových jednotkách) i na manuálně zvolenou po-
sloupnost tolerančních kroků registračního algoritmu; jejich automatická adaptace na konkrétní vstupní
data by mohla dále zvýšit robustnost celého postupu. Zajímavým rozšířením by bylo také otestování na-
vrženého přístupu na jiných anatomických oblastech než na nosních dutinách, kde lze podobné výpočetní
úspory očekávat za předpokladu dostatečně výrazné lokální geometrie cílové struktury.

4 Závěr
Tato práce ověřila, že pro prostorové srovnání pooperačních CT dat nosních dutin lze dosáhnout

srovnatelné přesnosti (RMSE 0,73±0,05 mm) jak postupem využívajícím rozsáhlou referenční strukturu
lebky, tak výrazně úspornějším přístupem pracujícím přímo s cílovou oblastí. Druhý uvedený přístup
přitom vyžaduje zhruba třetinový výpočetní čas a třetinovou paměťovou náročnost. Navržený postup
tak otevírá cestu k nasazení podobných analytických nástrojů přímo na běžném výpočetním vybavení
klinických pracovišť, bez nutnosti investic do specializovaného hardwaru.

Přestože byly výsledky ověřeny na omezeném souboru pacientů a téma by si jistě zasloužilo další
zkoumání (zejména na větším a různorodějším souboru dat), podařilo se ukázat, že výpočetní úspornost
a klinicky dostatečná přesnost nejsou nutně protichůdné požadavky. To je povzbudivé zjištění pro budoucí
praktické nasazení podobných nástrojů v každodenní klinické praxi.
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